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Section 1

Introduccion a los Algoritmos Genéticos
1.1 Historia




e La computacion evolutiva es un drea de
investigacion dentro de las ciencias de la
computacion. Como su nombre indica, es un
enfoque especial de la computacion que se
inspira en el proceso de evolucién natural'.

e El poder de la evolucion en la naturaleza es
evidente en la diversidad de especies que
componen nuestro mundo, cada una adaptada
para sobrevivir de manera optima en su Propio
nicho.

Charles Robert Darwin

I 'Eiben and Smith, Introduction to Evolutionary Computing, 2015.




e Ya en 1948, Turing propuso la “busqueda genética o evolutiva”.

e Bremermann realizd experimentos computacionales sobre la “optimizacion
a través de la evolucion y recombinacion” en 19627

e Enla década de 1960, se desarrollaron tres implementaciones diferentes
de la idea bdasica en distintos lugares®.

Eiben and Smith, Introduction to Evolutionary Computing, 2015.

v



o Fogel, Owens y Walsh introdujeron la
programacion evolutiva.
o Holland llamo a su método algoritmo genético.
o Rechenberg y Schwefel inventaron las estrategias
evolutivas.
e Después de 15 afos, estos métodos conformaron
lo Computacién Evolutiva“(CE).
e Finalmente, en los afos 90 surgid una cuarta
corriente siguiendo estas ideas generales: la
programacién genética de Koza.

John Henry Holland

I “Eiben and Smith, Introduction to Evolutionary Computing, 2015.



Section 1

Introduccion a los Algoritmos Genéticos
1. 2 El algoritmo genético y sus compo-
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Algoritmos genéticos

e El algoritmo genético (AG) es uno de los algoritmos evolutivos mds
populares. Su metodologia de investigacion se basa en la evolucion
natural, y fue concebido inicialmente por Holland como una forma de
estudiar el comportamiento adaptativo”.

¢ El algoritmo genético candnico o simple, tiene una representacion binaria,
una seleccién proporcional a la aptitud (fitness), y una baja probabilidad
de mutacion®.

e Con los anos, se desarrollaron nuevas caracteristicas, siendo una de las
mas importantes el elitismo, asi como diferentes tipos de recombinacion y
mutacion.

“Eiben and Smith, Introduction to Evolutionary Computing, 2015.

I °Sastry, Goldberg, and Kendall, Search Methodologies, 2014,



Algoritmo genético
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Algoritmos genéticos

e Recombinacioén: La informacion de
dos o mdas padres se combina
para crear una nueva solucion que
posiblemente sea mejor.

e Inicializacién: La poblacion inicial
de soluciones se genera
aleatoriamente a través del

espacio de busqueda. 4
e Mutacién: Modifica de forma local

y aleatoria una solucién. Implica
una o mas formas de anadir
pequenas perturbaciones a un
individuo.

e Evaluacién: Una vez creada la
poblacion, se calcula el valor de
aptitud (fitness) de cada solucion
dentro de ella.

e Seleccién: En la etapa de
seleccion, las soluciones son
elegidas de acuerdo a su valor de NN .

recombinacion y mutacion

aptitud. Existen diversas formas de - o
reemplaza a la poblacion original

I procedimientos de seleccion.

o Reemplazo: La descendencia
creada por seleccion,



Representacion

e Existen diferentes maneras de representar los problemas; dependiendo
del tipo de representacion que se utilice, los operadores evolutivos (la

mutacion v la recombinacion o cruza) pueden variar®.

e Existen diferentes tipos de representacion en los algoritmos evolutivos y en
los algoritmos genéticos. Las representaciones mds famosas son: binaria,
entera y real.

I “Brabazon, O'Neill, and McGarraghy, Natural Computing Algorithms, 20715.



Representacion Binaria

e La representacion binaria fue la primera en utilizarse vy, histéricamente,
muchos algoritmos genéticos (AG) usaron esta representacion
independientemente del contexto del problema a resolver. Esta
representacion se basa en cadenas de bits que representan el genotipo.
Esta cadena de bits define la longitud que tendrd y como se mapeard al
fenotipo de la solucion.

0ojojojofofof1(1]0]1




Representacion Entera

e La representacion entera se utiliza principalmente cuando se requiere
encontrar valores optimos para un conjunto de variables en el dominio de
los numeros enteros. Estos valores pueden ser irrestrictos o estar
restringidos a algun conjunto finito. Por ejemplo, si intentamos encontrar
una ruta en una cuadricula y estamos restringidos al conjunto {0,1,2,3} que
representa {Norte, Este, Sur, Oeste}, en este caso usar una codificacion
entera es mejor que una binaria. Otro ejemplo de esto puede ser la
representacion de redes.

1123|456 |7]|8]9




Representacion Real

e Para muchos problemas, la representacion del genotipo con valores reales
es la forma mds natural de representarlos, y las aplicaciones de
optimizacion actuales utilizan codificacion de valores reales’. Esto ocurre
cuando los valores de las variables provienen de una distribucion continua
en lugar de una distribucion discreta. Un ejemplo de esto consiste en la
representacion de cantidades fisicas como longitud, anchura, altura o
peso; algunos de estos componentes pueden ser valores numericos reales.

03{02]03(02(03(02]03]0.2]0.3

I “Brabazon, O'Neill, and McGarraghy, Natural Computing Algorithms, 20715.



Evaluacion

e El papel de la funcién de evaluacion es representar los requisitos a los que
la poblacion debe adaptarse para cumplir con el objetivo. Forma la base
para la seleccién y, por lo tanto, facilita las mejoras. De manera mds
precisa, define qué significa "mejora”.

e En Computacion Evolutiva (CE), la funcion de evaluacion comunmente se
llama funcion de aptitud (fitness).

o Tipicamente, esta funcion se compone de la representacion inversa (para
crear el fenotipo correspondiente) seguida de una medida de calidad en
el espacio del fenotipo.

v



e La seleccion es uno de los operadores principales utilizados en los

algoritmos evolutivos. Su objetivo principal es encontrar las mejores

soluciones dentro de una poblacion'”.

Los criterios de seleccion determinan la presion de seleccion, que es el
grado en el que se eligen las soluciones con un buen fitness. Sila presion
de seleccion es demasiado baja, la informacion de los buenos padres se
propagard muy lentamente por toda la poblacion. Sila presion de
seleccion es demasiado alta, la poblacion se estancard en un optimo
local.

Las técnicas de seleccion se pueden clasificar en dos categorias:
proporcional a la aptitud y seleccién ordinal.

“Fogel, Back, and Michalewicz, Evolutionary computation. Vol. 1, Basic algorithms and

I operators, 2000.



Seleccion - Proporcional a la aptitud

o Seleccién por ruleta (Roulette-wheel): La idea principal de este método es
dividir a los candidatos segun su aptitud. Cuanto mayor sea la aptitud de
una solucion, mds probable es que sea elegida.

o Seleccién estocdstica universal: Es una version ligeramente modificada de
la ruleta; en lugar de usar un solo punto de seleccion y girar la ruleta una y
otra vez hasta seleccionar a todos los individuos necesarios, giramos la
rueda solo una vez y usamos multiples puntos de seleccion espaciados
equitativamente alrededor de la rueda. De esta forma, todos los
individuos son elegidos al mismo tiempo'".

n

I Wirsansky, Hands-on genetic algorithms with Python.



Seleccion - Proporcional a la aptitud

o
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Figure 2: Seleccion por ruleta” Figure 3: Seleccion estocdstica universal

“Younes, Elkamel, and Areibi, “Genetic Algorithms in Chemical Engineering : A Tutorial’,

I 2008.



Seleccion - Seleccién ordinal

e Seleccién por torneo: Se seleccionan p soluciones que entran en un torneo
entre si. El individuo con mayor aptitud en el grupo de p soluciones gana
el torneo y es seleccionado como padre. El tamafio de torneo mas
utilizado es p = 2.

o Seleccién por truncamiento: En la seleccion por truncamiento, los
individuos se ordenan de acuerdo a su valor de aptitud y se eligen los
mejores en una proporcion superior (1/p) para realizar la recombinacion.

.



Recombinacién

e La recombinacion es el proceso mediante el cual se crea una nueva
solucion utilizando informaciéon de dos o mds padres. Se considera una de
las caracteristicas mds importantes en los algoritmos evolutivos. Una
forma tradicional en la que los operadores de recombinacion realizan la
‘cruza” es marcando subsegmentos en los genomas de los padres para
luego ensamblarlos en un nuevo individuo .

e La recombinacion se centra en la exploracién, intentando buscar nuevas
zonas prometedoras en el espacio de busqueda.

13

I Eiben and Smith, Introduction to Evolutionary Computing, 2015.



Recombinacién

One-Point Crossover

[o[oJoJoJo]o 1o o]1] [oofoJo oo]s]1]o]1]

—_

[1[ofofafofo]1]1]o]1] [1ofof1]ofof1]o]o]1]

Figure 4: Cruza de un punto
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Recombinacién

Two-Point Crossover

[ofoJoJoJo]o 1o o]1] [oofo 1 oo s]o]o]1]

D

[1[o]o]1o]o]s]1]0]1] [1[ofo]oo]o]s]1]o]1]

Figure 5: Cruza de dos puntos
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e La mutacion es un mecanismo en el que solo interviene una solucion. Las
soluciones seleccionadas como padres o las soluciones de la
descendencia mutan modificando ligeramente su informacion genética'”.

o El esquema mas utilizado es realizar una operacion bit a bit (bitwise) en la
cadena de bits con una cierta probabilidad pm.

e La mutacion se centra en la explotacién, intentando encontrar nuevas
soluciones en las dreas no exploradas mediante la recombinacion.

“Fogel, Back, and Michalewicz, Evolutionary computation. Vol. 1, Basic algorithms and

I operators, 2000.



Bitwise Mutation

[1JofotJoJol s o] — [1ofo1 ool s[o il 1]

Figure 6: Operacion bit a bit
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Reemplazo

e El mecanismo de seleccidon de sobrevivientes es responsable de gestionar
un proceso de reduccion en la poblacion de un Algoritmo Evolutivo,
pasando de un conjunto de p padres y A descendientes a un conjunto de
w1 individuos que formardn la siguiente generacion.

e Hay muchas formas de hacer esto, pero una de las principales es decidir
basdandose en la aptitud de los individuos. Otra técnica se basa en la
edad de la poblacién; este método se utiliza en el SGA (Algoritmo
Genético Simple), donde cada individuo existe solo por un ciclo y los
padres son descartados para ser reemplazados por la descendencia.
Este criterio se conoce como modelo de poblacién generacional.

R .



Reemplazo

o Reemplazo del peor: En este esquema de reemplazo se reemplazan los
peores padres. Esto puede llevar a una convergencia prematura, cuando
las soluciones se estancan en una zona limitada del espacio de busqueda.

o (1 + \): Proviene de las estrategias evolutivas. Se refiere al caso en el que
ambos conjuntos (padres y descendencia) se clasifican dentro de un
mismo grupo. Luego, las mejores p soluciones se conservan para la
siguiente generacion. Esta estrategia puede verse como una
generalizacion del criterio de reemplazar al peor.

e Elitismo: El elitismo se utiliza para mantener la(s) mejor(es) solucién(es) en
la poblacion. Por lo tanto, si la mejor solucion es elegida para ser
reemplazada, y cualquier descendiente es peor o igual, la descendencia
se descarta y el mejor individuo se conserva.

B —



Algoritmo genético - Resumen

Algorithm 1: AG Simple o Candnico
1t=0;
2 Inicializar Poblacion(t);
3 Evaluar Poblacion(t);
4 while Condicion de término no satisfecha do
5 t=t+1;
Seleccionar m(t) Padres de Poblacion(t — 1);
Recombinar y mutar soluciones en m(t);
Crear poblacion de descendencia m/(t);
Evaluar m/(t);
10 Seleccionar individuos para la siguiente generacion;
1 end while

e

O 0 N O
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Algoritmos Geneéticos en la Practica
2.1 Problema de optimizacion mono -




Problema de optimizacién mono-objetivo

e zes una variable de decision. El vector x de n variables de decision se
representa mediante:

Xx=[z,2,..., 2, (1)
« Un problema general de optimizacién mono-objetivo'” se define como
minimizar (o maximizar) f(z) sujeto a g;(z) < 0,i={1,...,m},y
hi(z) =0,j={1,...,p},z € L.

15

I Coello et al., Evolutionary Algorithms for Solving Multi-Objective Problems, 2007.



Problema de optimizacién mono-objetivo

e Las restricciones son impuestas por las caracteristicas del entorno o los
recursos y ocurren en la mayoria de los problemas de optimizacion. Se
expresan en forma de igualdades o desigualdades matemdticas,
hi(z) =0,j={1,...,p} y gi(z) <0,i={1,...,m}. Siel niUmero de
restricciones de igualdad es mayor que el nimero de variables de
decision, el problema estd sobrerrestringido, por lo que no hay suficientes
grados de libertad para la optimizacion'®.

I “Coello et al., Evolutionary Algorithms for Solving Multi-Objective Problems, 2007.



Problema de optimizacién mono-objetivo

o El método para encontrar el éptimo global (que puede no ser Unico) de
cualquier funcion se conoce como Optimizacion Global. En general, el
minimo global de un problema mono-objetivo se presenta en la siguiente
definicion'’:

[iQCR" — R,Q#g, parax € Qel valor f* 2 f(x*) > —o0 (2)
e se denomina minimo global si y solo si
Vx € Q: fix*) < flx) (3)

e x* es por definicion la solucion minima global, fes la funcion objetivo, y el
conjunto € es la region factible de x. El objetivo de determinar la(s)
solucion(es) minimal(s) global(es) se denomina el problema de optimizacion

global para un problema mono-objetivo.
7

I Coello et al., Evolutionary Algorithms for Solving Multi-Objective Problems, 2007.




Section 2

Algoritmos Geneéticos en la Practica
2.2 El problema de la mochila




El problema de la mochila




Problema de la mochila 0-1

e Se nos da un conjunto de n articulos, cada uno con un valor v; y un peso
w;. La tarea es seleccionar un subconjunto de esos articulos que maximice
la suma de los valores, manteniendo la suma de los pesos dentro de una
capacidad Ciaz.

e El objetivo es:
n
Maximizar: Z Vi - T (4)
i=1

Sujeto a las restricciones: Z w; - i < Craz (5)
=1

v



El problema de la mochila

Entrada: Enteros no negativos n, v, . .., Un, w1, -+, wp y W.
Tarea: Encontrar un subconjunto § C {1, -+, n} tal que 3 cgwj < Ciaz Y
2 _jes vj $ea maximo.
1
?
. Caja 1% w X
hﬂ 1 'U1=4 w1=12 371:0
2 =2 w=2 m=1
3 3 V3 = 1 w3 = 1 T3 = 1
m@ 5 V5 = 2 Ws = 1 Ty = 1
“




Problema de la mochila 0-1

e Es unaidea natural representar las soluciones candidatas para este
problema como cadenas binarias de longitud n, donde un 1en una
posicion dada indica que se incluye un articulo y un O que se omite.

e Al resolver un problema también es importante identificar la informacion
que se necesita; en este caso, parece clara la funcion objetivo, pero
también necesitamos los valores (v;) de cada articulo asi como su peso
(w;), ademds de definir una capacidad maxima Cryeq.

v



Abrir codigo en Colab



https://colab.research.google.com/drive/1wDt1rthgjrx2BMvLKnxDQksmcZ3mt2XW?usp=sharing
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Optimizacién multiobjetivo

« El Problema de Optimizacién Multiobjetivo se puede definir (en palabras)
como el problema de encontrar®:

e “Un vector de variables de decision que satisface restricciones y optimiza
una funcién vectorial cuyos elementos representan las funciones objetivo.
Estas funciones forman una descripcion matemdtica de criterios de
desempeno que generalmente estdn en conflicto entre si. Por lo tanto, el
termino “optimizar” significa encontrar aquella solucion que proporcione
valores aceptables en todas las funciones objetivo para el tomador de
decisiones.”

8

I Coello et al., Evolutionary Algorithms for Solving Multi-Objective Problems, 2007.



Optimizacién multiobjetivo

Minimizar/Maximizar £,(x), m = 1,2,...,k;
sujeto a gj(x) > 0,7=1,2,...,m;

hi(x) =0,k =1,2,...,p;

xE.L) Sxiga:,(im,izl,Q,...,t;

e con kobjetivos, my p son el nimero de restricciones de desigualdad e
igualdad. Una solucion x € R™ es un vector de n variables de decision:
x = [z, 29, . . ., ], que satisface todas las restricciones y limites de las
variables"”.

19

I Coello et al., Evolutionary Algorithms for Solving Multi-Objective Problems, 2007.



Optimizacién multiobjetivo

Decision Variable Objective Function
\ Space 4 Space
X, P £ P
X={XER"} Y={1/5Rk}
°
------- E ‘R" —R
Infeasible Pareto
°® &) ®  Region Front
% fi

Figure 7: Mapeo del espacio de variables de decision al espacio de funciones
objetivo. Las soluciones y la zona factible estén marcadas en azul. En el espacio de




Optimizacién multiobjetivo

« Dominancia de Pareto’": Se dice que un vector u = (uy, ug, . . ., u;) domina
a otro vector v = (vy, v, . .., v) (denotado por u < v) siy solo siu es
parcialmente menor que v, esto se especifica de la siguiente manera:
Vie{l,...k},u; <wvy3Jie{l,...k}:u < v

« Conjunto Optimo de Pareto (POS) Paro un MOP y F(z) dados, el POS P*
estd determinado por: - L U: \_‘ 6

Pr={xcQ| - HecQFX)<Fx)} V WV (7)

o Frente de Pareto:
Para un MOP dado, F(X) y el POS, P*, el Frente de Pareto PF* se puede
expresar como:
Fr={u=Fx)|xe P} (8)
20
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Practica: Resolviendo un MOP en Pymoo

Abrir codigo en Colab



https://colab.research.google.com/drive/1mh4aAvGMJkmX0Z_QipCN6DXDdpf0gUu3?usp=sharing

(Preguntas?
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